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Ma recommandation thérapeutique sera en premier choix : pour couvrir les 
points <1 2 3 5 6>, prescrire de la Gentamicine, dose 119 mg 98 h IV, 
pendant 10 jours;

Pour couvrir le point 4, prescrire de la Clindamycine, dose 595 mg 96 h IV, 
pendant 14 jours. 

Désirez-vous éventuellement éliminer certains médicaments ?

Oui, la Clindamycine.

Pour couvrir les points <2 3 4 5 6> donner du Chloramphénicol, dose 1 g 96 
h IV, pendant 14 jours;

** Surveiller le taux de globules blancs du patient.

Pour couvrir le point 1, donner de la gentamicine, dose 119 mg 98 h IV, 
pendant 10 jours.

** Modifier la dose en cas de faiblesse rhénale.

MYCIN :

MYCIN :

Médecin :
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Les	explications	des	SEs	

.	

10  Cours Systèmes Experts 

 

 

Exemple 2 :    Explication par le système de son propre raisonnement 
 

MYCIN :  L'infection du malade a t-elle été contractée à l'hôpital ? 

Util isateur : pourquoi ? 

TEIRESIAS : [pourquoi est-ce important de savoir cela ?] 

 Cela aidera à déterminer la catégorie à laquelle appartient l'organisme responsable 
de l'infection : 

 - il a déjà été établi que 1° l'organisme est à Gram négatif, 2° c'est un bâtonnet, 3° il 
se développe à l'air ou sans air, 

 - donc si l'infection par cet organisme n'a pas été contactée lors du séjour à l'hôpital 

 alors il est presque certain (0,8) que l'organisme est de la catégorie des 
enterobactoriaceae; de plus, il se peut (0,1 ; règle 37) que ce soit la pseudomonia 
aeruginosa. 

Util isateur :  pourquoi n'avez-vous pas envisagé la possibilité que l'organisme soit un  
streptocoque ? 

TEIRESIAS :  la règle 33 aurait du être utilisée pour identifier l'organisme comme un 
streptocoque, mais la seconde clause "la morphologie est de type coque" était déjà 
connue comme fausse et la règle 33 n'a jamais été essayée. 

 

1.5 Structure des systèmes experts 

Un système de production peut être vu comme constitué de trois composants de base : une base de connaissance 
(généralement ensemble de règles), une mémoire de travail ou de faits, et un interpréteur de règles (moteur 
d'inférences), augmenté de modules annexes d'interfaçage avec l'utilisateur et l'expert.  
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Les	explications	des	SEs	

Pourquoi	ne	faut-il	pas	prescrire	de	tétracycline	à	un	enfant		
de	moins	de	8	ans	?	

Connaissances	justificatives	
Dépôt	de	la	drogue	sur	les	os	en	développement	

						Noircissement	définitif	des	dents	

												Coloration	socialement	indésirable	

																		Ne	pas	administrer	de	tétracycline	aux	enfants	de	moins	de	8	ans	

Notion	d’effets	secondaires	indésirables	

Relations	de	causalité	
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Raisonnement	graphique	

? 
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Types	d’explications	

•  De	«	surface	»	
–  Liées	au	fonctionnement	du	système	

•  Adéquates	pour	vérifier	ce	fonctionnement	

•  Expert	IA	

•  «	profondes	»	
–  Difficiles	à	découvrir	et	à	expliciter	

•  Nécessaires	pour	l’expert	du	domaine	

•  Pour	les	utilisateurs	

Journée	PDIA-021	«	IA	et	explicabilité	»	 6	



/	19	

Les		«	réseaux	de	neurones	profonds	»	

•  Des	réseaux	de	neurones	artificiels	
–  à	grand	nombre	de	couches		 			(parfois	>	qqs	100)	

–  et	très	grand	nombre	de	paramètres		(qqs	107	–	109	paramètres)		
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GoogleNet	
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1x1 semblent triviaux car ils ne permettent pas de réduire la dimension de l’entrée, mais son critère
non-linéaire lui permet de complexifier la nature des attributs détectés et donc de voir des motifs plus
complexes. Network in Network introduit aussi l’utilisation de réseau complètement constitué par des
couches convolutives, en remplaçant les couches de classification par des filtres 1x1 (Figure 10).

FIGURE 10. Module Network in Network [33]

GoogleNet [58] une des architectures les plus utilisées (avec AlexNet) de part ses performances.
Développé par Google et gagnant du l’ILSVRC 2014, le modèle se différencie des autres par sa com-
plexité (22 couches contre 8 pour AlexNet) et l’utilisation de module inception (Figure 11). Le module
d’inception (Figure 12) est une configuration permettant d’appliquer plusieurs filtres de tailles différentes
en parallèle. La parallélisation et l’application de multiples filtres permettent d’apprendre plusieurs lo-
giques d’extraction d’attributs, allant sur des détails précis pour les filtres 1x1 jusqu’à des formes plus
larges pour les filtres 5x5.

FIGURE 11. Architecture du réseau GoogleNet [58]
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Explications	et	réseaux	de	neurones	profonds	

Illusions	d’optique	:	quelle	explication	?	
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[Selvaraju	et	al.	(2017)	«	Grad-CAM:	Visual	explanations	from	deep	networks	via	gradient-based	localization	»]	

!!??	

ambiguities inherent in ImageNet classification. We can also
see that seemingly unreasonable predictions have reasonable

explanations, an observation also made in HOGgles [48].
6.2. Effect of adversarial noise on VGG-16

Goodfellow et al. [17] demonstrated the vulnerability of
current deep networks to adversarial examples, which are
slight imperceptible perturbations of input images which
fool the network into misclassifying them with high confi-
dence. We generate adversarial images for the ImageNet
trained VGG-16 model such that it assigns a high probability
(>0.9999) to a category that is absent in the image and a
very low probability to categories that are present. We then
compute Grad-CAM visualizations for the categories that are
present. We can see from Fig. 5 that inspite of the network
being completely certain about the absence of these cate-
gories (tiger cat and boxer), Grad-CAM visualizations can
correctly localize the categories. This shows the robustness
of Grad-CAM to adversarial noise.

Boxer: 0.40 Tiger Cat: 0.18

(a) Original image
Airliner: 0.9999

(b) Adversarial image
Boxer: 1.1e-20

(c) Grad-CAM “Dog”

Tiger Cat: 6.5e-17

(d) Grad-CAM “Cat”

Figure 5: (a-b) Original image and the generated adversarial image for category “air-
liner”. (c-d) Grad-CAM visualizations for the original categories “tiger cat” and
“boxer (dog)” along with their confidence. Inspite of the network being completely
fooled into thinking that the image belongs to “airliner” category with high confi-
dence (>0.9999), Grad-CAM can localize the original categories accurately.

6.3. Identifying bias in dataset
In this section we demonstrate another use of Grad-CAM:

identifying and thus reducing bias in training datasets. Mod-
els trained on biased datasets may not generalize to real-
world scenarios, or worse, may perpetuate biases and stereo-
types (w.r.t. gender, race, age, etc.) [6, 37]. We finetune an
ImageNet trained VGG-16 model for the task of classify-
ing “doctor” vs. “nurse”. We built our training dataset using
the top 250 relevant images (for each class) from a popular
image search engine. The trained model achieves good ac-
curacy on validation images from the search engine. But at
test time the model did not generalize as well (82%).

Grad-CAM visualizations of the model predictions re-
vealed that the model had learned to look at the person’s face
/ hairstyle to distinguish nurses from doctors, thus learning
a gender stereotype. Indeed, the model was misclassifying
several female doctors to be a nurse and male nurses to be
a doctor. Clearly, this is problematic. Turns out the im-
age search results were gender-biased (78% of images for
doctors were men, and 93% images for nurses were women).

Through this intuition gained from our visualization, we
reduced the bias from the training set by adding in male
nurses and female doctors to the training set, while main-
taining the same number of images per class as before. The

re-trained model now generalizes better to a more balanced
test set (90%). Additional analysis along with Grad-CAM
visualizations from both models can be found in the supple-
mentary. This experiment demonstrates that Grad-CAM can
help detect and remove biases in datasets, which is impor-
tant not just for generalization, but also for fair and ethical
outcomes as more algorithmic decisions are made in society.

7. Counterfactual Explanations
We propose a new explanation modality - Counterfactual

explanations. Using a slight modification to Grad-CAM we
obtain these counterfactual explanations, which highlight the
support for the regions that would make the network change
its decision. Removing concepts occurring in those regions
would make the model more confident about the given target
decision.

Specifically, we negate the gradient of yc (score for class
c) with respect to feature maps A of a convolutional layer.
Thus the importance weights ↵c

k
, now become,
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As in (2), we weighted sum the forward activation maps, A
with weights ↵c

k
, and follow it by a ReLU to obtain counter-

factual explanations as shown in Fig. 6.

(a) Original Image (b) Cat Counterfactual exp (c) Dog Counterfactual exp
Figure 6: Negative Explanations with Grad-CAM

8. Image Captioning and VQA
Finally, we apply our Grad-CAM technique to the im-

age captioning [7, 23, 47] and Visual Question Answering
(VQA) [3, 15, 36, 41] tasks. We find that Grad-CAM leads to
interpretable visual explanations for these tasks as compared
to baseline visualizations which do not change noticeably
across different predictions. Note that existing visualization
techniques are either not class-discriminative (Guided Back-
propagation, Deconvolution), or simply cannot be used for
these tasks or architectures, or both (CAM or c-MWP).
8.1. Image Captioning

In this section, we visualize spatial support for an image
captioning model using Grad-CAM. We build on top of the
publicly available ‘neuraltalk2’4 implementation [25] that
uses a finetuned VGG-16 CNN for images and an LSTM-
based language model. Note that this model does not have

4https://github.com/karpathy/neuraltalk2
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Exemple	en	médecine	

22	March	2019	
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Exemple en médecine

Et sans doute des enjeux financiers 
qui motiveraient ce type d’attaques

Exemple en médecine

Et sans doute des enjeux financiers 
qui motiveraient ce type d’attaques
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A	basic	principle	

•  Machine	Learning	“just”	reformulates	what	has	been	given	as	input	

•  A	conservation	theorem:		

–  No	information	is	“added”	

–  Data			+				prior	knowledge	
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A	basic	principle	

•  Machine	Learning	“just”	reformulates	what	has	been	given	as	input	

•  A	conservation	theorem:		

–  No	information	is	“added”	

–  Data			+				prior	knowledge	
Little	data			+				lots	of	prior	knowledge	
Big					data			+				less	prior	knowledge	

	

Journée	PDIA-021	«	IA	et	explicabilité	»	 12	



/	19	

A	basic	principle	

•  Machine	Learning	“just”	reformulates	what	has	been	given	as	input	

•  A	conservation	theorem:		

–  No	information	is	“added”	

–  Data			+				prior	knowledge	
Little	data			+				lots	of	prior	knowledge	
Big					data			+				less	prior	knowledge	

	

Data Algorithm

The result

Knowledge

How it does it

Knowledge
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Biais	sur	les	données	

...	

Data Algorithm

The result

Knowledge

How it does it

Knowledge

?	
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Biais	sur	les	algorithmes	

...	

Data Algorithm

The result

Knowledge

How it does it

Knowledge

?	
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Des	algorithmes	«	transparent	»	

1.  Dans	lesquels	on	puisse	«	injecter	»	l’expertise	humaine	

2.  Dont	les	résultats	(modèles	appris)	soient	interprétables	
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Le	cas	AlphaGo	

•  Un	joueur	«	extraterrestre	»	

•  Un	jeu	stupéfiant	

•  Révolutionne	la	manière	de	jouer	

•  Effervescence	dans	les	écoles	de	go	
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Découverte	
scientifique	
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Programme	de	la	journée	

•  Session	1	(9h30	–	11h25)									Antoine	Cornuéjols	&	Christel	Vrain	

–  Pierre	Marquis	«	A	pinch	of	eXplainable	AI	from	a	Knowledge	Representation	Perspective	»	

–  Marie-Jeanne	Lesot	«	Explications	de	données	et	de	classifieurs	:	quelques	méthodes	et	risques	notables	»	

–  Discussion		

•  Session	2	(11h40	–	12h30)							Engelbert	Mephu	Nguifo	

–  Winston	Maxwell	&		Astrid	Bertrand	«	Identifying	the	«	right	»	level	of	explanation	in	a	given	situation	»	

•  Session	3	(14h	–	14h45)													Stephan	Brunesseaux	

–  Guilherme	Alves	«	Making	ML	Models	fairer	through	explantions,	feature	dropout	and	aggregation	»	

•  Session	4	(15h	–	15h45)														Nicolas	Maudet	

–  David	Vigouroux	«	DEEL	Challenges:	Explainability	»	

•  Session	5	(15h45	–	16h30)										Amedeo	Napoli	

–  Table	ronde	animée	
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Des	questions	

•  Interprétabilité	vs.	explicabilité	?	

•  Comment	évaluer	une	explication	?	

•  Explications	et	liens	de	causalité	?	

•  Une	explication	est-elle	symbolique	par	nature	?	

•  Explication	«	one-shot	»	ou	par	interactions	?	

•  Est-ce	que	expliquer	donne	la	possibilité	de	tromper	le	système	(puisque	je	
sais	comment	la	machine	raisonne)	?	

•  Explications		
–  pour	les	experts	IA	
–  pour	les	experts	du	domaine	

–  pour	les	utilisateurs	
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